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METODE DE CONSTRUIRE A UNUI ARBORE DE DECIZIE

A. Concepte teoretice privind arborele de decizie

Arborele de decizie (DT) este unul din algoritmii utilizati in rezolvarea
problemelor de clasificare, fiind considerat a fi un clasificator de forma unui arbore cu
radacini, unde radacina nu are margini de intrare si toate celelalte noduri au exact o
margine.

Un nod cu margini de iesire este numit nod test (decizional) si reprezintd un test
pentru un anumit atribut, iar fiecare arc care pleacd din nodul terminal este o valoare a
atributului respectiv. Celelalte noduri sunt numite frunze sau noduri terminale. Unui
nod terminal 11 corespunde o clasa (a se vedea Figura 1).
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Figura 1. Arbore de decizie simplu

In principiu, se pot construi mai multi arbori de decizie avand dat un set de
atribute, dar unii dintre e1 au o precizie mai mare de clasificare decat altii.

De-a lungul anilor au fost creati o serie de algoritmi pentru obtinerea de arbori
cu o precizie (acuratete) mai mare de clasificare decat altii.Cei mai cunoscuti algoritmi
sunt: CLS-Concept LearningSystem (Hunt et al.,1966), ID3 (Quinlan, 1986), C4.5
(Quinlan, 1993), CART (Breiman et al.,1984).



Obiectivul principal In construirea unui arbore de clasificare este gasirea celei
mai bune divizari. Fiecare fractiune divizata a esantionului de date in doud sau mai
multe parti si fiecare submultime a fractiunii divizate are una sau mai multe clase in
ea. Daca existd decat o singurd clasd intr-o submultime, atunci este pur, altfel este
impur.

Aceastd masura a impuritdtii este specificat a fi criteriul de divizare. O masura a
impuritatii are proprietatea de a fi minima atunci cand existd doar instante dintr-o
singura clasa maxima, atunci cand toate clasele au acelasi numar de instante.

Existd mai multe tipuri de criterii de divizare, cum ar fi: Entropia (Entropy),
Castigul de informatie (Information Gain), Indexul Gini (Gini Index), Masura de
clasificare gresita (Misclassificationmeasure):

e Entropia (Entropy)este o masurd a dezordinii sau impuritatii.

H(S)=~%p, log, p,

Entropy(S)= (1)

unde am notat: S - setul de obiecte; Pi - ponderea elementelor i din setul S ; ¢ -
numadrul de clase.

Daca entropia este 0 atunci, toate obiectele lui S apartin aceleiasi clase, daca
entropia este 1 atunci existd un numar egal de elemente in fiecare clasd, iar daca
aceasta este intre 0 si 1 numarul de obiecte difera de la o clasa la alta.

o Castigul de informatie (Information Gain)

Castigul de informatie este utilizat pentru a determina cat de bine un atribut face
distinctia intre datele de instruire in functie de clasele variabilei decizionale. Aceasta
masurd a informatiilor dobandite de la o divizare particulard este popularizatd de
(Quinlan, 1986).

Quinlan utilizeaza faimoasa formula a Teoriei Informationale, adica numarul

minim de biti, pentru a codifica clasificarea unui membru arbitrar al unei colectii S .

Entropia definita intr-o colectie de date de instruire, S este:

H(S)=~%p,log, p, o

Entropia poate fi interpretatd ca numdarul minim de biti necesari pentru a

codifica clasificarea unui membru arbitrar al S .
Castigul de informatie reprezintd scdderea asteptata in entropie atunci cand se

face partitia exemplelor unui set < , in functie de un atribut % . Este definit ca:

v

veValues(ay, ) |S

InfoGain(S,a, )= H(S) - H(S))
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unde :

e Valorile (%+) suntmultimeatuturorvalorilorposibilepentru un atribut;

. v .
o Sveste un subset de exemple inS care au are valoarea’ pentruatributul % ;

. |S| estenumdarul de exemple in® ;
SV

. vlestenumarul de exemple in

Primul termen al ecuatiei il reprezintd entropia setului de date original, iar
doilea termen descrie entropia setului de date dupa partitia acestuia folosind atributul
ak

Acesta nu reprezintd nimic mai mult decat o suma a entropiilor fiecarui subset S
datd de numarul de exemple apartinand subsetului.

Experimentele au aratat totusi cad masura numitd cdstig de informatie
(informationgain) tinde sa favorizeze predictorii care au un numar mare de modalitati.

Quinlan (1986) sugereaza o solutie bazatd pe considerarea cantitatii de

informatie necesara pentru a determina valoarea unui predictor ¢ pentru un set de date
S .

Aceasta este datd de entropia predictorului@ pentru setul de date S, adica
H(S.a,) si este cunoscutd sub numele de informatie de divizare (split information)

pentru YrgiS

S,
N

S
Splitlnfo(S,a, )=H(S,a, )=— = .

veValues(ay, ) |S

log

(4)

Plecand de la aceste observatii, Quinlan (1986) propune o altd masurd pentru a

alege cel mai potrivit predictor in raport cu modalitatile caruia sd se divizeze setul de

date S , in locul utilizarii masurii informationgain, InfoGai n(S, a4y )
Mai precis, se selecteazd acel predictor pentru divizarea lui S, pentru care se

obtine cel mai mare raport al castigului de informatie (gainratio) , adica:

InfoGain(S,a, )

GainRatio(S,a, )=
Splitinfo(S,a, ) (5)

Alegerea predictorului pe baza caruia sa se divida setul de date S se poate face
utilizand una dintre cele doud masuri prezentate: fie InfoGain, fie GainRatio,
recomandabil ultima. Mai precis, se alege predictorul pentru care masura respectiva
are cea mai mare valoare.



o Indexul Gini (Gini index)
Breiman et al.(1984) a introdus pentru prima data criteriul (sau indexul) Gini si
este initial definit ca fiind probabilitatea de clasificare gresitd a unui set de instante,
sau mai degraba ca impuritatea divizarii. Indexul Gini al unui nod t este:

Glnl(f) — l_gpi (6)

De la acest index, ne putem referi la indexul Gini al divizarii ca fiind:

2
m N
PO iy

Gini(S) _"7'n| A

¢l M
(7)

e Masura de clasificare gresita (Misclassificationmeasure)
Masura de clasificare gresitd mdsoara eroarea in timpul clasificarii unui nod
atunci cand se utilizeazad a anumita partitionare. Aceasta masurd are urmatoarea forma:

Misclassification_error(S ) = 1—max p,
’ (8)
Din formula (8) se observa ca maximul erorii se obtine in momentul in care
obiectele din categorii difer sunt distribuite in nod in mod egal, obtinandu-se astfel cea
mai micd informatie. O comparatie intre entropie, indexul Gini si masura de clasificare
gresita pentru o problema de clasificare binara este reprezentata grafic in figura de mai
jos (a se vedea Figura 2).
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Figura 2. Comparatie intre masurile impuritatii



unde p indica proportia obiectelor care apartin uneia din cele 2 clase. Din figura
2 observam ca cele trei masuri ating valoarea maxima in cazul in care distributia clasei
este uniforma (p = 0.5), iar valoarea minima se atinge atunci cand toate inregistrarile
apartin aceleiasi clase (cand p = 0 sau p = 1), (Tan et al.,20006).

Fiind des folosite in problemele de clasificare este bine sd mentiondm faptul ca
arborii de decizie nu sunt indicati sa fie utilizati, atunci cand exista clasificari cu multe
clase.

Cu toate acestea, algoritmi eficienti au fost dezvoltati pentru a induce o
acuratete rezonabild, utilizdnd o tehnica Greedy care este de fapt un procedeu recursiv
de ,,sus in jos” (“’divideandconquer”).

Obiectivul principal privind partitionarea optima a unui nod este atinsd, in
conditiile n care se cunoaste faptul cd algoritmii Greedy identificd optimele locale in
scopul obtinerii optimului global.

Un astfel de algoritm pe care il voi prezenta in continuare este algoritmul lui
Hunt, care este la baza dezvoltarii celorlalti algoritmi de construire a unui arbore de
clasificare si decizie.

Algoritmul lui Hunt
In cele ce urmeazi, vom prezenta algoritmul lui Hunt (Tan et al.,2006), unde se
considera D, mulfimea elementelor care se gasesc in nodul t, iar y={y, ys,..., Y.} este
multimea etichetelor claselor corespunzatoare nodului t.
In continuare, vor fi prezentati pasii algoritmului lui Hunt, iar pentru fiecare nod
se va aplica acelasi procedeu recursiv:
e pasul 1: daca D, contine elemente care apartin aceleiasi clase notata cu y,, atunci
t va fi frunza etichetata cu y; ;
e pasul 2: daca D, contine elemente ce apartin la mai mult de o clasa, atunci
alegem un atribut test pentru a impar{i multimea D; In submul{imi sau noduri
mult mai mici.

Metoda "divideandconquer”

Metoda “divideandconquer” (metoda “dezbind si cucereste”) cu privire la
inductia arborilor de decizie, uneori numitd si inductia de sus in jos a arborilor
decizionali, a fost dezvoltata si imbunatatitd de-a lungul multor ani de J. Ross Quinlan
de la Universitatea Sydney.

Aceastd abordare a problemei invatatului de la un set de situatii independente
duce, in mod normal, la un stil de reprezentare numit ’arbore de decizie”.

Nodurile dintr-un arbore de decizie implicd testarea unui anumit atribut, de
obicei, testul dintr-un nod compara valoarea atributului cu o constanta.

Cu toate acestea unii arbori de decizie compara doua atribute unul cu celalalt,
sau folosesc o anumitd functie a unuia sau a mai multor atribute.



Nodurile-frunza ofera o clasificare care se aplica tuturor situatiilor care ajung la
frunza, sau un set de clasificari, sau o distributie a probabilitatii peste toate clasificarile
posibile.

Pentru a clasifica o situatie necunoscutd, aceasta este directionatd descendent in
arborele de decizie in functie de valorile atributelor testate in noduri succesive, iar
cand se ajunge la o frunza, situatia este clasificatd in functie de clasa desemnata
frunzei.

Daca atributul care este testat intr-un nod este unul nominal, numarul de ramuri
este, de obicei, numarul posibil de valori ale atributului.

In acest caz, pentru ca existd cite o ramurd pentru fiecare valoare posibila,
acelasi atribut nu va mai fi testat mai jos de-a lungul arborelui.

Uneori, valorile atributelor sunt impartite in doua subseturi, iar arborele are
doar doud ramuri, in functie de care valoare a subsetului este continutd de arbore; in
acest caz, atributul poate fi testat de mai multe ori.

Daca atributul este numeric, testul dintr-un nod determina daca valoarea sa este
mai micd sau mai mare decat o constantd predeterminatd, oferind astfel o divizare in
doua.

Alternativ, o divizare in trei poate fi folositd, caz pentru care existd mai multe
posibilitati. Dacd lipsa valorii este tratata ca o valoare de atribut in propriul sdu drept,
acest lucru va crea o a treia ramura.

O alternativa pentru un atribut numeric intreg ar fi divizarea in trei astfel: mai
mic decat, egal cu, mai mare decat.

O alta alternativd pentru un atribut numeric real, ar fi compararea valorii
acestuia cu un interval, intrucat egalitatea cu o singura constantd nu ar fi importanta,
astfel obtinandu-se trei clase: sub interval, inclus in interval, mai mare decat intervalul.

De obicei, un interval numeric este testat de mai multe ori de-a lungul caii
descendente a arborelui, de la radacina la frunze, fiecare testare implicand o constanta
diferita.

B. Metodede exprimare a conditiilor de testare a atributelor

Vom folosi setul de date despre vreme, un set mic, pe care il vom utiliza pentru
a ilustra clasificarea metodelor. Acesta face referire la conditiile prielnice pentru a juca
un anumit joc. In general, situatiile intr-un set de date sunt caracterizate de valoarea
trasaturilor sau atribute, care masoara diferite aspecte ale situatiei.

In acest caz existd patru atribute: Aspectul vremii (Outlook), Temperatura
(Temperature), Umiditatea (Humidity) si Vant (Windy).Rezultatul este dacdjoci,
respectiv, da (yes) sau nu (no).

Toate cele patru atribute au valori ce sunt mai degraba categorii simbolice ce
sunt prezentate in cea mai simpld forma in tabelul de mai jos (Tabelul 1), nu numere.



Aspectul vremii poate fi: insorit (sunny), innorat (overcast) sau ploios (rainy);
temperatura poate face referire la foarte cald (hot), moderat (mild) sau racoros (cool);
umiditatea poate sa fie ridicatd (high) sau normala (normal); iar vantul poate fi prezent
sau absent. Acest lucru creeazd 36 de combinatii posibile (3 - 3 - 2 - 2 = 36), dintre care
14 sunt prezente in setul de exemple introdus.

Tabelul 1. Date meteorologice cu atribute simbolice

Aspectul | Temperatura | Umiditatea Vant Joc
vremii da/nu
insorit cald ridicata absent nu
insorit cald ridicata prezent nu
innorat cald ridicata absent da
ploios moderat ridicata absent da
ploios racoros normala absent da
ploios racoros normala prezent nu
innorat racoros normald prezent da
insorit moderat ridicata absent nu
insorit racoros normala absent da
ploios moderat normala absent da
insorit moderat normala prezent da
innorat moderat ridicata prezent da
innorat cald normald absent da
ploios moderat ridicata prezent nu

Doud din atribute — temperatura si umiditatea — au valori numerice sunt
prezentate intr-o forma mai complexa in tabelul de mai jos (a se vedea Tabelul 2).
Acest lucru este numit problema de atribut numeric — in acest caz, o problema de

atribut mixta, pentru ca nu toate atributele sunt numerice.

Tabelul 2. Date meteorologice cu atribute simbolice si numerice

Aspectul | Temperatura | Umiditatea | Vant Joc
vremii da/nu
insorit 85 85 absent nu
insorit 80 90 prezent nu
innorat 83 86 absent da
ploios 70 96 absent da
ploios 68 80 absent da
ploios 65 70 prezent nu
innorat 64 65 prezent da
insorit 72 95 absent nu
insorit 69 70 absent da




ploios 75 80 absent da
insorit 75 70 prezent da
innorat 72 90 prezent da
innorat 81 75 absent da
ploios 71 91 prezent nu

Metode de discretizare

Atributele numerice se pot converti in cele nominale, folosind o metoda de
discretizare. Procedurile de discretizare care fac uz de valorile variabilei de decizie
(etichetele de clasd) se numesc metode de discretizare supervizata.

Discretizarea se face in raport cu un anumit criteriu de partitionare. Masurile
bazate pe entropie au fost cele traditional folosite. Un astfel de demers a fost introdus
de Fayyad&lrani (1993), care utilizeaza cantitatea de informatie bazata pe entropia de
clasd a partitiilor candidate, in scopul selectarii delimitatorilor dintre diviziunile
partitiei. Mai intai se gaseste un singur delimitator, ce minimizeaza media ponderatd a
entropiilor de clasa asociate celor doud diviziuni ale partitiei, iar apoi se aplica recursiv
procedura de discretizare fiecareia dintre diviziunile induse.

O euristica bazatd pe MDLP este de asemenea utilizata pentru a controla
numarul de intervale produse pentru partitia fiecarui domeniu.

Presupunem ca nodul curent contine o multime de date 7', formata din 7 cazuri

(exemple). Fiecare domeniu al unui predictor continuu @ € 4 se considerd initial

nepartitionat, adicd format dintr-un singur interval [ Qs A ] , ce acopera intregul
domeniu.

n

Daca existda "« valori distincte ale predictorului respectiv in multimea curenta

n

T de exemple, atunci vor exista " ~ delimitatori potentiali ce ar putea fi folositi

pentru partitionarea domeniului @ @] Tn cazul unei discretiziri dihotomice

stricte, s-ar genera astfel o partitie de forma: Py =1t ], (@] }

Pentru a gasi delimitatorul fe ce maximizeazi criteriul de divizare pentru
predictorul @ in nodul curent 7', exemplele din 7 sunt sortate in raport cu valorile lui

@ pentru a obtine o secventd ordonata de valori distincte: {a,a....a,

Fiecare pereche de puncte adiacente sugereaza un potential delimitator
ta = (ai +ai+1 )/2

Totusi, in afara pastrarii doar a valorilor distincte, existd si o altd cale de a
reduce numarul potential al delimitatorilor.

Fayyad a aratat ca numai valorile lui ¢ pentru care se trece de la o valoare a

variabilei de decizie 9 la altd valoare (are loc o schimbare de clasd) pot fi utilizati ca
delimitatori, deoarece numai pentru acestia se obtine informatia maxima in clasificare.
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a a

Altfel spus, daca
poate conduce la o partitie cu un castig de informatie maxim.
Pentru exemplificare, voi folosi datele din tabelul 2 cu privire la predictorul

isi “i+1 corespund aceleasi clase, un delimitator plasat intre ele nu

”Temperaturd”. Secventa ordonata a valorilor acestui predictorsi etichetele de clasa

corespunzand variabilei de decizie d (’joc golf”) sunt prezentate in tabelul de mai jos
(Tabelul 3).

Tabelul 3. Secventa ordonata a predictorului "Temperatura”
si etichete de clasd pentru variabila de decizie d

64 |65 |68 |69 |70 |71 |72 |72 |75 |75 |80 |81 |83 |85
da |nu |da |da |da |nu |nu |da |da |da |nu |da |da |nu

Pentru a gasi perechile adiacente ce pot fi utilizate la calculul potentialilor
delimitatori, se retin doar valorile distincte, 1ar dintre acestea se vor folosi efectiv doar
cele reprezentind granite de clasa. In plus, valorile cu aparitii repetate ce sunt asignate
la clase diferite (cum este cazul valorii 72) vor fi si ele retinute. Pentru exemplul
nostru se obtin 7 potentiali delimitatori (Tabelul 4).

Tabelul 4. Delimitatori
64 65 68 69 70 71 72 75 80 81 83 &5

yes no yes | yes | yes no no yes no yes | yes no
t,t, t tyt,t, t;
64.5 66.5 70.5 73.5 770 80.5 84.0

Numarul punctelor ce candideaza pentru statutul de delimitator s-a redus astfel
delal3la7.

C] C2 .o C

In general, vom admite ca exista k clase -, % (in exemplul nostru

k=2 deci €= yes”, C, =« no”). Fie ‘Cv"‘/ 7 proportia exemplelor din 7 ce

: . C. g : . . g .
apartin clasei /. Incertitudinea reziduala in clasificare este data de entropia claselor:

H(T)==E[c ||| -tog,c | )

9 9 5 5
H(T):—(—log—+—log—j =0.94029 _ B
adica: 14 ~14 14 14 , unde |C1| =9 (,,yes”), |C2| =J G,
w o | T =14
no”), iar .

11



J
Dupi ce multimea de exemple I este partitionatd de un delimitator L , entropia

informatiei de clasificare este exprimata ca medie ponderatd a entropiilor de clasa
rezultate:

H (a,T)=5% @H(T)
avg ) - |T 0

=1 |
unde 9 este numirul de diviziuni ale partitiei generate pentru predictorul @ .

j

Delimitatorul , ce va fi selectat pentru generarea partitiei dintre toti
delimitatorii candidati, va fi acela care indeplineste una dintre urmatoarele conditii
alternative (echivalente):

Havg (a’ T),

- minimizeaza
- maximizeaza InfoGain (a,T)=H(T) _H“Vg (a. T)) ;
InfoGai T
GainRatio(a,T ) = nfo. ain(a, 1)
- maximizeaza Splitinfo(a,T) .

C. Construirea arborilor de decizie

Metoda care a fost descrisd folosind criteriul de castigare al informatiei este
aceeasi cu cea stiutd drept algoritmul ID3. Utilizarea castigului informatiei (gainratio)
a fost una din multele imbunatatiri care au fost aduse algoritmului ID3 de-a lungul
anilor, Quinlan l-a descris drept stabil intr-o varietate mare de circumstante. Desi este
o solutie stabild si practica, acesta sacrifica o parte din motivarea pur teoreticd a
criteriului de castig informational.

O serie de Tmbundtatiri pentru ID3 a culminat cu un sistem practic si influent in
inductia arborilor de decizie, numit C4.5. Aceste imbunatatiri includ metode care se
ocupd de atributele numerice, valorile absente, datele fara sens si generarea regulilor
din arbori.

Problema construirii unui arbore de decizie poate fi exprimata in mod recursiv.
In primul rand, se selecteazi un atribut care se plaseazi la nodul de la ridicina si se
creeaza o ramura pentru fiecare valoare posibild. Acesta va diviza setul de exemple in
subseturi, unul pentru fiecare valoare a atributului.

Acum procesul poate fi repetat recursiv pentru fiecare ramura in parte, folosind
doar acele exemple care chiar ating ramura. Dacd se intampld ca toate exemplele
folosite intr-un nod sa aiba aceeasi clasificare, trebuie oprita dezvoltarea acelei parti a
arborelui.

Singurul lucru care mai trebuie decis este cum sd se determine care atribut
trebuie divizat, dat fiind un set de exemple cu clase diferite.

12



Sa luam in considerare datele referitoare la vreme. Existd patru posibilitati
pentru fiecare divizare si la nivelul cel mai inalt ele produc arbori ( a se vedea Figura
3). Care este cea mai buna alegere? Numerele de clase ”da” si “nu” sunt prezentate pe
frunze.

Orice frunza cu doar o clasa — da sau nu — nu va trebui divizatd mai departe, iar
procesul recursiv in josul ramurii va lua sfarsit. Pentru ca ne dorim arbori mici, am
vrea ca acest lucru sa se intdmple cat mai curand posibil. Dacd am avea o masurd
pentru puritatea fiecarui nod, am putea alege atributul care produce cel mai pur nod.

temperature

sunny rainy hot cool
overcast

yes yes yes yes yes yes
yes yes yes yes yes yes
no yes yes no yes yes
no yes no no yes no
no no no

(a) (b) i

high normal false true
yes yes yes yes
yes yes yes yes
yes yes yes yes
no yes yes no
no yes yes no
no yes yes no
no no no

© no

(d)

Figura 3.Posibilitatile de impartire si ramurile binare
pe care le produc pentru datele referitoare la vreme.

Unitatea de masurd a puritdtii pe care o vom folosi este numitd informatie si
este masurata in unitati numiti biti. Asociatd cu un nod al arborelui, aceasta reprezinta
cantitatea de informatie ce se presupune ca va fi necesard pentru a specifica daca un
nou exemplu trebuie clasificat da” sau "nu”, dat fiind faptul ca exemplul a ajuns la
acel nod.

Spre deosebire de bitii din memoria unui calculator, cantitatea de informatie
asteptata implicd fractiuni ale unui bit — si este adesea mai putin de unu, deci il
calculam pe baza numarului de clase ’da” si ’nu” la nod.
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Cand evaludm primul arbore ( a se vedea Figura 4) numarul claselor cu “da”
(yes) si,,nu” (no) in nodurile frunza sunt [2,3], [4,0] s1 [3,2].

Valorile informatiilor pentru aceste noduri sunt: H([2, 3]) = 0.971 biti, H([4, 0])
= 0.0 biti, H([3, 2]) = 0.971 biti.

Putem calcula valoarea medie a informatiei acestora, ludnd in considerare
numarul de exemple care sunt acceptate pe fiecare ramurd, cinci pe prima si trei si
patru pe cea de-a doua:H([2,3], [4,0], [3,2]) = (5/14)-0.971+(4/14)-0+(5 14)-0.971 =
0.693 biti.

Aceastd medie reprezinta cantitatea de informatie pe care o presupunem ca fiind
necesard pentru a specifica clasa unui nou exemplu. Inainte si fi creat oricare din
structurile in formare ale arborelui din figura3, exemplele de instruire de la rddacina
contineau noud noduri ,,da” si cinci noduri ,,nu”, corespunzand unei valori a
informatiei de H([9,5]) = 0.940 biti.

Prin urmare arborele din figura 3.a) este responsabil pentru castigul de
informatie.

InfoGain(outlook) = H ([9,5]) - H ([2,3], [4,0], [3,2]) = 0.940 - 0.693 = 0.247
biti, care poate fi interpretat ca valoarea informationald a crea o ramura pe atributul
”Aspectul vremii ” (outlook ).

Deci, directiile de dezvoltare sunt clare.Vom calcula castigul de informatii
pentru fiecare atribut si vom alege pe cel care castigd cele mai multe informatii pentru
a-1 imparti.

In situatia din figura 3 avem InfoGain(aspectul vremii)=0.247 biti, InfoGain
(temperatura)=0.029 biti, InfoGain (umiditatea)=0.152 biti, InfoGain (vant) = 0.048
biti,
st selectdm aspectul vremii” (outlook ) ca atribut de impartire la rddacina arborelui.

Sa speram cd aceasta se potriveste cu intuitia ca fiind cea mai buna varianta.
Este singura alegere in care un nod este complet pur, iar acest lucru ofera un avantaj
considerabil fata de celelalte atribute. Urmatoarea alegere este “umiditatea” care este
si cea mai buna alegere, pentru ca produce un nod mai mare, care este aproape complet
pur. Apoi continuém in mod recursiv
vremii” indicd vreme insoritd sunt prezentate in figura de mai jos (a se vedea Figura
4). In mod clar, inci o divizare a atributului “aspectul vremii” nu va produce nimic
nou, asa ca vom lua in considerare doar celelalte trei atribute: InfoGain (temperatura)
= 0.571 biti;InfoGain (umiditatea) = 0.971 biti; InfoGain (vant) = 0.020 biti.
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no no YE=
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(c)

Figura4. Ramurile arborelui extinse pentru datele meteorologice

Deci, selectam “umiditatea” ca si atribut de divizare in acest punct. Nu este
nevoie sd mai impartim aceste noduri mai departe, asa cd ramura este terminata.
Aplicarea continud a aceleiasi idei duce la arborele de decizie prezentate mai jos (a se
vedea Figura 5) pentru datele meteorologice.

overcast

normal true

no yes yes no

Figura 5. Arbore decizional pentru datele meteorologice.
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In mod ideal, procesul ia sfarsit cand toate frunzele sunt pure, adici atunci cand
ele contin toate exemplele ce au aceeasi clasificare. Totusi, s-ar putea ca aceastd
situatie fericitd sd nu fie posibild, pentru ca nu existd nimic care sd opreasca setul de
formare ce contine douad exemple cu seturi identice de atribute, dar cu clase diferite.
Prin urmare, ne oprim atunci cand datele nu pot fi divizate mai departe.
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